Лабораторная работа 7
Progressive GAN (ProGAN)
Цель работы — изучить принцип прогрессивного обучения GAN (Progressive Growing of GANs) и реализовать генератор/дискриминатор, которые начинают обучение с низкого разрешения (например, 4×4) и затем постепенно расширяются до 8×8 → 16×16 → 32×32 и выше. В ходе работы вы реализуете fade-in переход между стадиями и проведёте эксперимент, сравнив качество генерации на разных разрешениях.
Progressive GAN обучается поэтапно: на ранних стадиях модель учится общей структуре изображения на низком разрешении, а затем, при добавлении новых слоёв, уточняет детали. Чтобы переход между стадиями был стабильным, используется механизм fade-in, где выход “нового” пути смешивается с “старым” путём через коэффициент α∈[0,1]\alpha \in [0,1]α∈[0,1]. Это снижает резкие скачки в распределениях и делает обучение устойчивее.
В практической части вам нужно подготовить датасет изображений и пайплайн tf.data, который будет уметь динамически менять размер под текущую стадию. Для ProGAN удобно хранить исходные изображения и на каждой стадии делать resize до нужного разрешения (4, 8, 16, 32…), а также нормализовать значения (например, в диапазон [−1,1][-1, 1][−1,1]).
Далее вы реализуете прогрессивный генератор. Он принимает латентный вектор z и формирует карту признаков 4×4, после чего последовательно добавляет блоки “Upsample + Conv + Conv”. Для получения RGB на каждой стадии используется слой toRGB (1×1 свёртка). Для fade-in на стадии k вы берёте изображение, полученное на стадии k-1, увеличиваете его (upsample), и смешиваете с новым выходом стадии k.
Аналогично строится прогрессивный дискриминатор, но в обратном направлении: он принимает изображение текущего разрешения, переводит его в признаки через fromRGB (1×1 свёртка), затем последовательно применяет блоки “Conv + Conv + Downsample” до 4×4, и в конце выдаёт скаляр “реал/фейк”. На переходах стадий дискриминатор также использует fade-in: смешивает признаки от текущего fromRGB с признаками, полученными от downsample изображения предыдущей стадии.
В качестве функции потерь для стабильности часто используют WGAN-GP, но для учебной лабораторной можно начать с Hinge loss.
Пример реализации
1. Утилиты: Upsample/Downsample и Fade-in
import tensorflow as tf
from tensorflow import keras
from tensorflow.keras import layers

def upsample2x(x):
    # nearest neighbor upsample
    h = tf.shape(x)[1]
    w = tf.shape(x)[2]
    return tf.image.resize(x, (h * 2, w * 2), method="nearest")

def downsample2x(x):
    return tf.nn.avg_pool2d(x, ksize=2, strides=2, padding="SAME")

class FadeIn(layers.Layer):
    def call(self, old, new, alpha):
        # alpha: scalar tf.Tensor in [0,1]
        return (1.0 - alpha) * old + alpha * new
2. Блоки генератора и дискриминатора
class GenBlock(layers.Layer):
    def __init__(self, out_ch):
        super().__init__()
        self.conv1 = layers.Conv2D(out_ch, 3, padding="same")
        self.conv2 = layers.Conv2D(out_ch, 3, padding="same")
        self.act = layers.LeakyReLU(0.2)

    def call(self, x):
        x = upsample2x(x)
        x = self.act(self.conv1(x))
        x = self.act(self.conv2(x))
        return x

class DiscBlock(layers.Layer):
    def __init__(self, out_ch):
        super().__init__()
        self.conv1 = layers.Conv2D(out_ch, 3, padding="same")
        self.conv2 = layers.Conv2D(out_ch, 3, padding="same")
        self.act = layers.LeakyReLU(0.2)

    def call(self, x):
        x = self.act(self.conv1(x))
        x = self.act(self.conv2(x))
        x = downsample2x(x)
        return x
3. Прогрессивный генератор (toRGB на каждой стадии)
class ProgressiveGenerator(keras.Model):
    def __init__(self, z_dim=128, channels=(256, 128, 64, 32)):
        """
        stages:
          0 -> 4x4
          1 -> 8x8
          2 -> 16x16
          3 -> 32x32
        """
        super().__init__()
        self.z_dim = z_dim
        self.channels = channels

        # старт: z -> 4x4xC
        self.dense = layers.Dense(4 * 4 * channels[0])
        self.reshape = layers.Reshape((4, 4, channels[0]))
        self.act = layers.LeakyReLU(0.2)

        # progressive blocks
        self.blocks = [GenBlock(ch) for ch in channels[1:]]

        # toRGB для каждой стадии (включая 4x4)
        self.to_rgb = [layers.Conv2D(3, 1, padding="same") for _ in channels]

        self.fade = FadeIn()

    def call(self, z, stage, alpha):
        # stage: int (0..N-1), alpha: scalar [0,1]
        x = self.act(self.dense(z))
        x = self.reshape(x)

        if stage == 0:
            img = tf.tanh(self.to_rgb[0](x))
            return img

        # прогоняем блоки до stage
        for i in range(stage):
            x = self.blocks[i](x)

        new_img = self.to_rgb[stage](x)

        # old path: выход stage-1, затем upsample
        x_old = self.act(self.dense(z))
        x_old = self.reshape(x_old)
        for i in range(stage - 1):
            x_old = self.blocks[i](x_old)
        old_img = self.to_rgb[stage - 1](x_old)
        old_img = upsample2x(old_img)

        img = self.fade(old_img, new_img, alpha)
        return tf.tanh(img)

4. Прогрессивный дискриминатор (fromRGB + fade-in)
class ProgressiveDiscriminator(keras.Model):
    def __init__(self, channels=(256, 128, 64, 32)):
        super().__init__()
        self.channels = channels

        # fromRGB для каждой стадии
        self.from_rgb = [layers.Conv2D(ch, 1, padding="same") for ch in channels]

        # blocks идут от высокого разрешения к 4x4
        # stage 0: сразу 4x4 -> head
        # stage 1: 8x8 -> block -> 4x4 -> head
        self.blocks = [DiscBlock(ch) for ch in reversed(channels[:-1])]  # под стадии >0

        self.act = layers.LeakyReLU(0.2)
        self.fade = FadeIn()

        # head: 4x4 -> scalar
        self.conv_final = layers.Conv2D(channels[0], 3, padding="same")
        self.flatten = layers.Flatten()
        self.fc = layers.Dense(1)

    def call(self, img, stage, alpha):
        # stage: 0..N-1
        if stage == 0:
            x = self.act(self.from_rgb[0](img))
            x = self.act(self.conv_final(x))
            return self.fc(self.flatten(x))

        # new path (current stage)
        x_new = self.act(self.from_rgb[stage](img))

        # old path: downsample img, then from_rgb(stage-1)
        img_down = downsample2x(img)
        x_old = self.act(self.from_rgb[stage - 1](img_down))

        # fade-in on features
        x = self.fade(x_old, x_new, alpha)

        # прогоняем нужное число блоков до 4x4
        # чем выше stage, тем больше блоков
        num_blocks = stage
        for i in range(num_blocks):
            x = self.blocks[i](x)

        x = self.act(self.conv_final(x))
        return self.fc(self.flatten(x))

5. Лоссы (Hinge) и шаг обучения
def d_hinge_loss(real_logits, fake_logits):
    return tf.reduce_mean(tf.nn.relu(1.0 - real_logits)) + tf.reduce_mean(tf.nn.relu(1.0 + fake_logits))

def g_hinge_loss(fake_logits):
    return -tf.reduce_mean(fake_logits)

@tf.function
def train_step(generator, discriminator, real_images, z_dim, stage, alpha,
               g_opt, d_opt, batch_size=32):
    z = tf.random.normal([batch_size, z_dim])

    with tf.GradientTape() as d_tape:
        fake_images = generator(z, stage=stage, alpha=alpha)
        real_logits = discriminator(real_images, stage=stage, alpha=alpha)
        fake_logits = discriminator(fake_images, stage=stage, alpha=alpha)
        d_loss = d_hinge_loss(real_logits, fake_logits)

    d_grads = d_tape.gradient(d_loss, discriminator.trainable_variables)
    d_opt.apply_gradients(zip(d_grads, discriminator.trainable_variables))

    z = tf.random.normal([batch_size, z_dim])
    with tf.GradientTape() as g_tape:
        fake_images = generator(z, stage=stage, alpha=alpha)
        fake_logits = discriminator(fake_images, stage=stage, alpha=alpha)
        g_loss = g_hinge_loss(fake_logits)

    g_grads = g_tape.gradient(g_loss, generator.trainable_variables)
    g_opt.apply_gradients(zip(g_grads, generator.trainable_variables))

    return d_loss, g_loss
Возьмем готовый датасет из Keras, например CIFAR-10 (32×32). Для Progressive GAN это удобно: стадии будут 4×4 → 8×8 → 16×16 → 32×32, и на каждой стадии мы просто делаем resize из исходных 32×32.
Ниже полностью рабочий пример пайплайна tf.data + цикл обучения по стадиям на Keras-dataset.
Датасет CIFAR-10 из Keras → tf.data с resize под stage
import tensorflow as tf
from tensorflow import keras
AUTOTUNE = tf.data.AUTOTUNE
def load_cifar10_as_tfdata(batch_size: int, stage: int, shuffle: int = 50_000):
    """
    stage=0 -> 4x4
    stage=1 -> 8x8
    stage=2 -> 16x16
    stage=3 -> 32x32 (максимум CIFAR-10)
    """
    (x_train, _), _ = keras.datasets.cifar10.load_data()  # x_train: uint8 [0..255], (50000,32,32,3)
    x_train = tf.convert_to_tensor(x_train)

    res = 4 * (2 ** stage)

    ds = tf.data.Dataset.from_tensor_slices(x_train)

    # Shuffle → map(resize+normalize) → batch → prefetch
    ds = ds.shuffle(shuffle, reshuffle_each_iteration=True)

    def preprocess(img):
        img = tf.cast(img, tf.float32)  # [0..255]
        img = tf.image.resize(img, (res, res), method="nearest")  # ProGAN обычно ok с nearest/bilinear
        img = (img / 127.5) - 1.0       # -> [-1,1]
        return img

    ds = ds.map(preprocess, num_parallel_calls=AUTOTUNE)
    ds = ds.batch(batch_size, drop_remainder=True)
    ds = ds.prefetch(AUTOTUNE)
    return ds, res
Alpha schedule (fade-in)
def alpha_schedule(step, fade_steps):
    a = tf.cast(step, tf.float32) / tf.cast(fade_steps, tf.float32)
    return tf.clip_by_value(a, 0.0, 1.0)
Пример обучения по стадиям (4→8→16→32)
Здесь предполагается, что уже есть:
· ProgressiveGenerator
· ProgressiveDiscriminator
· train_step(...)
from tensorflow import keras

def train_progan_on_cifar10(
    generator,
    discriminator,
    z_dim=128,
    stages=4,                  # 0..3 => 4,8,16,32
    epochs_per_stage=5,
    fade_fraction=0.5,
    batch_sizes=(128, 128, 64, 32),   # можно настроить
    lr_g=2e-4,
    lr_d=2e-4,
):
    g_opt = keras.optimizers.Adam(lr_g, beta_1=0.0, beta_2=0.99)
    d_opt = keras.optimizers.Adam(lr_d, beta_1=0.0, beta_2=0.99)

    for stage in range(stages):
        ds, res = load_cifar10_as_tfdata(batch_size=batch_sizes[stage], stage=stage)

        # оценим steps_per_epoch (быстро и без подсчёта вручную)
        steps_per_epoch = 50_000 // batch_sizes[stage]

        fade_epochs = max(1, int(epochs_per_stage * fade_fraction))
        stable_epochs = epochs_per_stage - fade_epochs
        fade_steps_total = fade_epochs * steps_per_epoch

        print(f"\nStage {stage}: {res}x{res} | batch={batch_sizes[stage]} | fade={fade_epochs} ep | stable={stable_epochs} ep")

        # ---- Fade-in ----
        step_count = 0
        for epoch in range(fade_epochs):
            for real_batch in ds.take(steps_per_epoch):
                alpha = alpha_schedule(step_count, fade_steps_total)

                d_loss, g_loss = train_step(
                    generator, discriminator,
                    real_images=real_batch,
                    z_dim=z_dim,
                    stage=stage,
                    alpha=alpha,
                    g_opt=g_opt,
                    d_opt=d_opt,
                    batch_size=tf.shape(real_batch)[0],
                )
                step_count += 1

            print(f"  [Fade] epoch {epoch+1}/{fade_epochs} | alpha={float(alpha):.3f} | d={float(d_loss):.3f} g={float(g_loss):.3f}")

        # ---- Stable (alpha=1) ----
        for epoch in range(stable_epochs):
            for real_batch in ds.take(steps_per_epoch):
                alpha = tf.constant(1.0, tf.float32)

                d_loss, g_loss = train_step(
                    generator, discriminator,
                    real_images=real_batch,
                    z_dim=z_dim,
                    stage=stage,
                    alpha=alpha,
                    g_opt=g_opt,
                    d_opt=d_opt,
                    batch_size=tf.shape(real_batch)[0],
                )
            print(f"  [Stable] epoch {epoch+1}/{stable_epochs} | d={float(d_loss):.3f} g={float(g_loss):.3f}")

Сохранение сэмплов (чтобы видеть прогресс)
import os
from PIL import Image

def save_samples(generator, stage, alpha, z_dim=128, n=16, out_dir="samples"):
    os.makedirs(out_dir, exist_ok=True)
    z = tf.random.normal([n, z_dim])
    imgs = generator(z, stage=stage, alpha=tf.constant(alpha, tf.float32))

    imgs = (imgs + 1.0) * 127.5
    imgs = tf.clip_by_value(imgs, 0, 255)
    imgs = tf.cast(imgs, tf.uint8).numpy()

    for i in range(n):
        Image.fromarray(imgs[i]).save(f"{out_dir}/cifar_stage{stage}_a{alpha:.2f}_{i}.png")

Полный запуск (пример)
gen = ProgressiveGenerator(z_dim=128, channels=(256, 128, 64, 32))
disc = ProgressiveDiscriminator(channels=(256, 128, 64, 32))

train_progan_on_cifar10(
    gen, disc,
    z_dim=128,
    stages=4,
    epochs_per_stage=5,
    fade_fraction=0.5
)

save_samples(gen, stage=3, alpha=1.0)
